Viés em Aprendizagem de Maquina: como a inteligéncia
Artificial pode prejudicar as minorias
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Abstract. This paper presents an analysis of the impact that social bias causes
on machine learning algorithms and may perpetuate some biases if they are not
addressed. For this, it describes the functioning of machine learning, cases of
prejudice by the Artificial intelligence system and the importance of diversity in
the area, besides the need to facilitate access to knowledge about the subject,
as well as the importance of having data open and accessible to all.

Resumo. Este artigo apresenta uma analise do impacto que o viés social causa
nos algoritmos de aprendizagem de madquina e podem perpetuar alguns
preconceitos se estes ndo forem tratados. Para isso, descreve o funcionamento
de aprendizagem de mdquina, casos de preconceito por parte de sistema de
inteligéncia Artificial e a importancia da diversidade na drea, além da
necessidade de se facilitar o acesso ao conhecimento sobre o assunto, bem
como a importancia de ter dados abertos e acessiveis a todos.

1. Introducao

Inteligéncia Artificial (Al) ¢ a construgcdo de computadores, algoritmos e robds capazes
de simular a inteligéncia humana, maquinas com capacidades como: aprender, resolver
problemas, fazer escolhas e racionalizar. Ao contrario da computagdo tradicional, a IA
pode tomar decisdes em uma variedade de situacdes que nao foram pré-programadas por
um ser humano (Teixeira 1990).

Existem duas vertentes da A, que sdo: Inteligéncia Artificial Forte e Inteligéncia
Artificial Fraca. A Inteligéncia Artificial Fraca esta relacionada com a construcdo de
maquinas ou softwares inteligentes, porém, que ndo sdo capazes de raciocinar e tomar
decisdes por si proprias. Por outro lado, a Inteligéncia Artificial Forte est4 relacionada a
criacdo de maquinas que tenham autoconsciéncia € que possam pensar; € nado somente
simular raciocinios (Searle 1980).

Entre os cientistas existe uma grande preocupagdo com o futuro da IA forte,
retratado muitas vezes por filmes onde acontece o apocalipse robotico e as maquinas
dominam o mundo, porém estd prestando menos atengdo aos problemas gerados pela IA
Fraca, que ja ¢ presente em nossas vidas, € como evitar que esses programas sejam
amplificados e causem mais desigualdades devido a ideais e comportamentos humanos



antigos que tém sido propagados até hoje e consequentemente as maquinas tém aprendido
e repetido este comportamento, ou seja, por culpa de preconceitos do passado a IA pode
afetar negativamente os membros mais “vulneraveis” da nossa sociedade.

Os algoritmos de Inteligéncia Artificial trazem possibilidades magnificas de
otimizag¢do de trabalho, personalizagdo da experiéncia e outras transformagdes positivas,
mas também trazem riscos e desafios que precisam ser conhecidos e considerados antes
de sua adogdo. A possibilidade de criar maquinas inteligentes levanta uma série de
questdes ¢éticas das quais pouco sao discutidas e difundidas no meio tecnologico e social.
E preciso ter a consciéncia de que esses algoritmos sdo programados por pessoas que
injetam nesses codigos visdes de mundo e viés pessoais. Além disso, esses algoritmos sao
treinados com um grande volume de dados preexistentes que podem conter distor¢des
(Vieira 2019).

Este artigo estd organizado da seguinte forma. Na Sec¢do 2 ¢ apresentado o
referencial tedrico. Na Secdo 3 sdo apresentadas as iniciativas que tentam diminuir
preconceitos em diversas areas. A Se¢do 4 apresenta uma analise comparativa sobre a
influéncia de viés nas ferramentas que utilizam IA e na Se¢do 5 ¢ apresentada a conclusdo.

2. Referencial Tedrico

Nesta sec¢do sao descritos os conceitos necessarios para o entendimento e valorizagdo da
proposta.

2.1. Aprendizagem de Maquina

Aprendizagem de maquina (machine learning) ¢ dar a uma maquina a habilidade de
aprender, mesmo que nem tudo esteja explicitamente programado. Contudo, existem duas
grandes divisdes iniciais de formas pelas quais a aprendizagem de maquina pode ocorrer:
aprendizagem de maquina supervisionada e aprendizaem de maquina ndo-
supervisionada. Neste trabalho sdo abordados aspectos de aprendizagem supervisionada,
que esta sendo descrita na subsecao a seguir.

2.2.1 Aprendizagem Supervisionada

Resume-se na conexdo de uma distribui¢do conjunta de variaveis X (suas caracteristicas,
features ou as colunas de uma tabela de dados) em uma variavel alvo y (o target, uma
determinada coluna da tabela que se tem o interesse de prever). E suposto que haja um
conjunto classificado de exemplos, ou seja, registros na tabela que possuam o valor de y
para que se possa treinar um modelo que aprendera a fazer essa conexao.

O resultado obtido ¢ um modelo que € capaz de conectar novos exemplos vindos
da distribui¢do conjunta X a valores de y, ou seja, prevé-los.

2.2. Erros em Aprendizado de Maquina

Um dos grandes temas em aprendizado de maquina ¢ o conflito entre viés (bias) e
variancia (variance). O erro de generalizagdo de um algoritmo de aprendizado, o quao
bem ele pode prever novos casos, pode ser decomposto em viés e variancia. Entre os erros
¢ possivel citar:

Erro sistematico: o viés, também chamado de erro sistematico, € sobre o
algoritmo ndo ser capaz de expressar a forma funcional de como aquele fenomeno se da.



Ou seja, por mais que sejam usadas amostras diferentes ou maiores, ele nunca se
aproximara do valor real que quer se estimar, pois ndo ¢ capaz.

Erro aleatdrio: a variancia, chamada também de erro aleatorio, captura nuances
das amostras, uma vez que tende a construir regras complexas demais sem a quantidade
de exemplos necessaria.

Underfitting: se existe um modelo com o viés alto (underfitting), o erro sera alto.
Se for feito amostragem aleatdria do conjunto de treinamento (bootstrapping) e forem
treinados 10 modelos, serdo obtidas 10 previsdes muito parecidas entre si, porém, todas
serao ruins.

Overfitting: no caso de um modelo com o erro de variancia alto (overfitting), se
forem feitos os treinamentos, vao obter-se 10 previsdes bem diferentes entre si, sendo que
algumas podem passar bem proxima do valor real, enquanto outras passariam longe.

A Figura 1 ilustra a comparacdo entre underfitting e overfitting.

Underfitting x Overfitting

Underfitting B Overfitting

Figure 1. Grafico de modelos em IA

2.1.3. Viés em estatistica

E o desvio sistematico do valor real, ou seja, € o desvio por ndo coincidir com o valor real
e ¢ sistematico por acontecer consistentemente, em média (Uriel 2013).

Entdo ¢ dito que um estimador, ou seja, uma abordagem para estimar (encontrar
uma aproximacao) um parametro, que € uma caracteristica real de algo, como a média de
uma populagdo, ¢ ndo viesado se na média o estimador € igual ao valor real.

Estamos falando do viés, que pode estar ou ndo contido no estimador, isto ¢, na
abordagem usada para acessar o valor real de um pardmetro que ¢ desconhecido, que ¢é
impossivel ou muito custoso de ser medido diretamente (Uriel 2013).

2.3. Problema: Com quem as maquinas estio aprendendo?

Em aprendizado de maquina deseja-se aprender uma relagdo ou fendmeno para que haja
uma analise e uma previsio. E necessaria uma base de dados para que a maquina possa
aprender todas as regras que informam como as caracteristicas podem predizer um
possivel caso.

Como exemplo disso podemos mencionar as andlises de crédito, diagnosticos de
doenga, entre outras. O grande problema da questdo ¢ como essa base foi construida? os
dados sdo tendenciosos? como fazer uma previsao justa? o que poderia ser aceito como
justo?



Nem sempre ha o que possa ser considerado como verdade (ground truth) para
um fendmeno. E ha casos em que s6 se pode observar a variavel alvo de uma decisdo, que
pode ter sido tomada baseada em um modelo pré-existente (Moneda 2019).

Pode-se afirmar que a variavel alvo de um modelo de aprendizagem ¢ a principal
fonte do que ¢ chamado de viés, que consiste em um erro sistematico na previsdo dos
resultados (Moneda 2019).

2.3.1 Causas dos problemas nos algoritmos

O fato de que um modelo necessita aprender com o passado e aplica as regras no presente,
o que influencia o futuro e os novos dados que realimentardo os modelos, portanto, ele
propaga viés do passado;

Regras, preconceitos e viés sdo aprendidos pelos modelos tendo a variavel alvo
construida com embasamento de anotagdes geradas pela agdo de humanos;

Nem sempre € possivel observar a formagao da variavel alvo, o modelo pode ser
a causa disso. Um modelo que ¢ usado para conceder crédito ndo vai possibilitar que se
observe como bom ou mal pagador uma pessoa que teve o crédito negado.

Quando pensamos em algoritmos de aprendizado de méaquina, podemos definir
como um conjunto de regras matematicas que irdo automatizar um processo
anteriormente realizado por um humano. A tecnologia, na verdade, ndo muda a realidade,
mas sim potencializa o contexto ja existente. E por esse motivo que O'Neill (O’Neil 2009)
afirma que os algoritmos sdo como armas matematicas de destruicdo, na medida em que,
longe de serem neutros e objetivos, embutem em seus codigos uma série de decisdes e
opinides que ndo podem ser contestadas, até porque ndo sdo conhecidas.

“Esqueca deles por um minuto, eles podem dizer, e foque em todas as pessoas que
conseguem ajuda com os nossos algoritmos de recomendagdo: que encontram musicas
que amam, conseguem o emprego perfeito no Linkedin ou até encontram o amor da vida
delas e ignore as imperfei¢oes” (O’Neil 2009).

3. Iniciativa para minimizar os impactos

Com a presenca cada vez mais marcante da A, maior também ¢ a necessidade de
igualdade de género, ja que a propria natureza do aprendizado de maquina exige a
diversidade. Um dos objetivos da [A € levar maquinas a fazer o que humanos fariam
naturalmente: reconhecer falas, tomar decisdes e saber a diferenca entre uma feijoada e
um caldinho de feijao. Para fazer isso, as maquinas precisam de grandes quantidades de
informagdes e as processam assim como todos nds absorvemos informacdes desde o
nascimento.

A TA ndo ¢ s6 mais uma tendéncia e sim um mecanismo poderoso de mudanga
social e apesar dela estar cada vez mais util e facil de usar, falta deixé-la ao alcance de
todos, para que os proprios algoritmos possam cobrir a sociedade como um todo, sem que
haja privilégios ou a falta deles para qualquer ser humano (Vieira 2019).

3.1. Diversidade, inclusdo e democratizacdo de conhecimento

r

“A democratizagdo do aprendizado de maquina ¢ o assunto do momento, mas eu
realmente acredito nisso. Tenho como missdo pessoal democratizar esse conhecimento
na tentativa de trazer diversidade para essa area. Temos que mostrar para todas as



mulheres e outras minorias dentro da TI que a IA ndo é magica, ¢ matematica” (Robson
2011)..

A grande pergunta para a solug@o descrita pelos cientistas da area ¢ “Como criar
laboratorios e espagos de trabalho mais inclusivos?” diversas pessoas € projetos estdo
concentrados nesse desafio. A seguir sao descritos alguns.

3.1.1. AI4ALL

E uma organizagdo sem fins lucrativos que tem o objetivo de promover a diversidade na
IA e conta com especialistas em gendmica, roboética e sustentabilidade como mentores. A
ONG trabalha para aumentar a diversidade e a inclusdo na inteligéncia artificial, criando
pipelines para talentos sub representados por meio de programas de educagao e orientacao
em todo os EUA e Canada, que ddo aos alunos do ensino médio a exposi¢ao antecipada
a Al para o bem social.

A organizagdo se baseia no trabalho desenvolvido pelo programa SAILORS, mas
também abrange as minorias raciais e os estudantes de baixa renda por meio de parcerias
com outras universidades além de Stanford, como Princeton, Berkeley e Carnegie Mellon
(Ito 2017).

3.1.2. SAILORS

O SAILORS foi criado em 2015 por Fei-Fei Li, cientista-chefe de IA e aprendizado de
maquina no Google Cloud ¢ pela entdo estudante Olga Russakovsky, que agora ¢
professora assistente da Universidade de Princeton, para aumentar a igualdade de género
no setor da tecnologia. Ja que, segundo uma pesquisa feita no vale do Silicio, no setor de
IA, as mulheres ocupam menos de 20% dos cargos executivos. E uma area muito grande
para tao poucas mulheres, especialmente tendo em vista que cada vez mais pessoas usam
a A para facilitar a vida. Com a presenca cada vez mais marcante desses mecanismos,
maior também ¢ a necessidade de igualdade de género, ja que a propria natureza do
aprendizado de maquina exige a diversidade (Ito 2018).

“Nosso objetivo era reformular o ensino da IA para promover a diversidade e
estimular a participacdo de alunos com diferentes historicos de vida” (Li, 2015).

3.1.3. Code Next

O Code Next ¢ um projeto do Google, na cidade de Oakland, que faz um esforco para
encontrar e fomentar a proxima geracao de lideres tecnologicos negros e hispanicos.

“Nossa pesquisa mostra que 51% dos estudantes negros e 47% dos estudantes
hispanicos na Califérnia ndo tém acesso a aulas de informatica na escola. Sem esse
acesso, os alunos ndo conseguirdo descobrir o interesse em Ciéncia da Computagdo, nem
conseguirdo ser inseridos nas possibilidades que os acompanham. O Code Next preenche
essa lacuna com um curriculo para iniciar os alunos e oferece oportunidades que poderiam
estar fora do alcance” (Thomas 2016).

3.2. Iniciativas e Dados abertos

Iniciativas como a Diversity.ai e OpenAl defendem que os algoritmos sejam auditaveis.
E preciso conhecer quais bases de dados foram utilizadas para os treinamentos e quais


http://diversity.ai/
https://openai.com/

sdo os critérios utilizados para processa-las, pois s6 assim a sociedade estara segura para
poder ter controle sobre as decisdes que afetam suas vidas.

No Brasil ja existem iniciativas para a constru¢do de grandes bases de dados
compartilhadas e abertas, como a Serenata.ai ¢ a Colaboradados para que diferentes
algoritmos possam utilizd-las em seus treinamentos e para que eventuais viés sejam
passiveis de identificagdo e correcao por todos (Vieira 2019).

4. Estudo de Casos

Nesta secao sdo evidenciados alguns casos de algoritmos que refletem preconceitos
sociais que perduram anos, como por exemplo: sexismo, machismo e racismo.

4.1 Casos de Sexismo e Machismo pelos Algoritmos

Programas de pesquisa desenvolvidos, utilizando Inteligéncia Artificial, por grandes
empresas resultaram em uma série de erros que refletem antigos preconceitos da
sociedade. Uma pesquisa da Universidade de Virginia demonstrou como algoritmos,
treinados com duas grandes bases de dados de fotos reproduziam preconceitos. Ao
analisarem fotos de pessoas nas mais diversas situagdes, classificaram erroneamente
homens como se fossem mulheres quando eles estavam na cozinha (Vieira, 2019). A
Figura 3 ilustra um exemplo do erro do algoritmo.
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Figura 3. Resultado do algoritmo.

Um programa de reconhecimento de imagens do Google Photos classificou os
rostos de dois amigos negros como gorilas, Figura 4. Segundo o furo de reportagem do
jornal americano Reuters, a Amazon que teve que descontinuar o uso de uma ferramenta
de recrutamento que estava penalizando candidatas mulheres ao darem preferéncia aos
candidatos masculinos (Dastin 2018).


https://serenata.ai/
https://colaboradados.github.io/
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Figura 4. Falha no software de reconhecimento facial do Google Photos

Um dos casos mais famosos que aconteceu foi com o chat da Microsoft chamado
Tay que passou um dia aprendendo e interagindo no Twitter e comegou a publicar
mensagens anti-semitas e de cunho preconceituoso no Twitter (Veja 2016). A Figura 5
ilustra exemplos das mensagens.
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Figura 5. Tay, o projeto de Inteligéncia Artificial da Microsoft

4.2 Caso COMPAS

Existe também um dos casos mais famosos sobre viés em aprendizado de maquina, o
Correctional Offender Management Profiling for Alternative Sanctions (COMPAS), que
era composto por um modelo para prever a probabilidade de reincidéncia criminal para
individuos em julgamento, ja que hd um custo em manter em custddia alguém que nao

gerara dados a sociedade até que ele seja julgado, assim como ¢ danoso deixar em
liberdade quem ird cometer delitos neste tempo.



Porém, ao ter a sua efetividade analisada, o0 modelo mostrou-se problematico de
um ponto de vista racial. O modelo previa erroneamente que uma pessoa negra seria
reincidente em uma taxa de 44.9%, duas vezes maior do que a taxa para brancos (23.5%).
E pessoas brancas que de fato tornavam-se reincidentes eram previstas como seguras em
47.7% dos casos, enquanto isso acontecia em apenas 28% dos casos com pessoas negras
(Farid 2018).

4.3 Caso Google Translate

Ao acessar o Google Tradutor e escrever a frase “Ela ¢ médica e ele ¢ enfermeiro” em
portugués e requisitar que a ferramenta traduza esta frase para alguma lingua de pais
mugulmano e depois traduzir novamente a mesma frase escrita na lingua escolhida (de
pais mugulmano) de volta para o portugués ¢ percebido que a frase muda para “Ele ¢
médico e ¢ enfermeira”, conforme ilustrado na Figura 6.

Observa-se claramente o viés social nos paises mulgumanos onde ndo ¢ permitido
a mulheres exercerem algumas profissoes.

ke Vi =y Q google fradudor m Yy Q
Tods | da [r
Y ) & Two 0O Tois § | Poriguts - D)
Ela é mgdlca eEleé Ohbir QOktor ve 0 bir O bir doktor ve o bir ~ Ele é médico e é
enfermeiro. hemsire. hemsire. enfermeiro.

Figure 6. Imagem tirada do Google Tradutor.
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Figura 7. Imagem retirada interacdo com o chatbot SimSimi.



Ao interagir com o chatbot SimSimi, que utiliza inteligéncia artificial para interagir com
seus usuarios. Foi constatado que o mesmo, além de ter uma métrica para o uso de
palavrdes, proferia respostas preconceituosas a algumas perguntas, conforme ilustrado na
Figuras 7 e 8.

2335 MM = @ =
< configuragao [o]¢
SimSimi
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>
Coisa pra guem guer facilidade
O QUM VOOE aprande essas
CoiEas?
ez2a € a minha natureza
a natureza do aprendizado de
magquina?
) |-u o
inteligancia artificial?
sim feita por humanaos!
Hgite uma mensagem

Figura 7. Interagcdo com o chatbot SimSimi e métrica de palavrées

5. Conclusao

Os dados que alimentam as maquinas refletem a historia de desigualdade social em que
muitas pessoas vivem. Estamos, na verdade, dizendo aos programas que aprendam nossos
proprios preconceitos, uma vez que as maquinas s6 podem trabalhar a partir das
informagdes que lhes sdo dadas, sendo assim, estamos criando robds para refletir nossos
piores defeitos.

Em um mundo ideal, sistemas inteligentes e seus algoritmos seriam: objetivos,
frios e imparciais, mas esses sistemas sao construidos por seres humanos, sendo assim,
os principais desafios para criar uma inteligéncia artificial neutra, sdo: o acesso facil ao
conhecimento de aprendizado de maquina, a diversidade nos ambientes de tecnologia e a
promogao da transparéncia e a abertura em conjuntos de dados algoritmicos.

E extremamente necessario estimular o interesse em conhecer sobre o
funcionamento dessas novas tecnologias, assim como a criagdo de mecanismos e regras
para seu uso, permitindo um controle sobre o seu poder de decisdo e de influéncia sobre
a vida dos usudrios, deixando de apenas utilizar caixas pretas sobre as quais ndo temos
nenhum controle.

Posto isto, este trabalho tem como objetivo mostrar evidéncias de como os
preconceitos humanos estao refletindo nos algoritmos de aprendizagem. Trabalhos como
estes sdo importantes uma vez que chama a atengdo para um problema que muitas vezes
passa despercebido.
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